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Segmentation d’images
hyperspectrales

@ Données :
@ image de taille n comprise entre ~ 1000 et ~ 100000 pixels,
@ spectres S de ~ 1024 points,
o résolution ~ 4/8 cm~! (10 fois meilleure dans le visible),
@ possibilité de mesurer de trés nombreux spectres par minute...
@ Objectifs immédiats :
@ segmentation automatique de ces images,
@ sans intervention humaine,
o aide a I'analyse des résultats.
@ Objectifs lointains :

@ classification automatique,
@ interprétation...



Modélisation par un mélange de
gaussiennes

@ Modélisation stochastique des spectres S :

@ existence de K classes de spectres,
. K
@ proportion 7, pour chacune des classes (>, _; mx = 1),
o loi gaussienne N (pk, Xi) sur chacune des classes (restriction forte!)

@ Densité sy de S proche de
5(3) = Z WkN(Mk, Zk)(S)
k=1
@ Objectif : estimer les parameétres K, my, ik, Lk a partir des données.

@ Pourquoi ? : possibilité d'assigner ensuite une classe a une observation
par maximum de vraisemblance :

~

k(S) = argmax mx N (pk, Lk)(S)

@ Résultat en terme d'estimation de densité...



Modele de mélange de gaussiennes

K
@ Densité sp de S proche de 5,(S) = Z T N (ks Lk )(S).
k=1
@ Modéle Sy = {sm} :
o choix d'un nombre de classe K,
@ choix d'une structure pour les moyennes i et les covariances
Y = Ly D AkD;,
@ Modeles [11 L D A]X : contraintes (valeurs connues, communes ou
libres...) sur les moyennes ik, les volumes Ly, les bases de
diagonalisation D et les valeur propres Ay.

@ Modele S, : modele paramétrique de dimension
(K — 1) +dim([u L D A]X) dans un espace de dimension p.
@ Estimation par maximum de vraisemblance des paramétres :

@ pour chaque classe, la moyenne p et la covariance Xy = LD Ak D),
@ les proportions 7, du mélange.

@ Technique classique avec algorithme (EM) efficace disponible.



Sélection de modéeles

@ Comment choisir le “modeéle” S,, :
@ le nombre de classe K,
o le modele [ L D AKX ?
@ Théme central du projet SELECT.
@ Principe de sélection de modeles par pénalisation :
o choix d'une collection de modeéles S,,, = {s,} avec m € M,
@ estimation par maximum de vraisemblance d'une densité 5, pour chaque
modele S,,,
o sélection d'un modéle m par

m = argmin — In(5,,) 4+ pen(m).

avec pen(m) = k(In(n))dim(Sy,) (dimension intrinséque de Sy,),
@ Résultats (Birgé, Massart, Celeux, Maugis, Michel...) :
o pratique de classification non supervisée (# segmentation),
o théorique d'estimation du mélange : pour k assez grand,

!
e e [ pen(m)\ | €'
E [d*(%,5:)] < legjvl (Sn:?;m KL(s0,5m) + p +—

o Consistance de la classification si InIn(n) dans la pénalité...
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Segmentation et mélange de
gaussiennes

@ Objectif initial : segmentation # classification non supervisée.

@ Prise en compte de la position spatiale x du spectre a travers les
proportions du mélange (Kolaczyk et al) : modele de densités
conditionnelles

K
s(S|x) = Z N (1, Zie)(S)-

@ Modele mélangeant paramétrique et “non-paramétrique”...
@ Estimation a partir des données :

@ pour chaque classe, la moyenne py et la covariance Xy = Ly DxAx Dy,
o de la fonction de mélange mx(x).

@ 7 (x) fonction : régularisation nécessaire.

@ Principe de sélection de modéles...



Mélange de gaussiennes et
partition hiérarchique

@ Comment choisir le “modele” S,,, ?

@ le nombre de classe K,
o le modele [ L D AJX,
o la structure des paramétres de mélange mx(x).

@ Structure simple pour m,(x) :
@ constant par morceau sur une partition “hiérarchique”,
@ optimisation efficace possible,
o performance d'approximation raisonnable.
@ dim(S,,) = |P|(K — 1) +dim([u L D A]¥).
@ Pénalité pen(m) = kIn(n) dim(Sy,) suffisante pour
o |'optimisation numérique (EM + programmation dynamique),
@ le contrdle théorique : pour k assez grand,

e oy < C i ] pen(m)
E [d*(s,5:)] < leg}‘w (smlgfs‘m KL(s0,5m) + e

CI

n .



Densités conditionnelles

@ Cadre plus général : observation de (Xj, Y;) avec X; indépendants et
Y; indépendants de loi de densité sp(y|X;).

@ Objectif : estimation de sp(y|x).

@ Principe de sélection de modéles par pénalisation :
@ choix d'une collection de modeéles S, = {sm(y|x)} avec m € M,

@ estimation par maximum de vraisemblance d'une densité 5,, pour chaque
modeéle S, :

n
$, = argmin — Z Insm(Yi|Xi)
SmESm i=1
o sélection d'un modéle m par
n
m = argmin — Z InSm(Y:|X:) + pen(m).
meM i—1

avec pen(m) a définir...
@ Résultat d’estimation de densité du type

~ . . c’
B [o(e0.55)] < € inf (_inf KLemoam) + P2 )+ 2



Theorem

Under Assumption (H, : the existence, for a given 8, > 1, of a non-decreasing function ¢ (8, B4) such that § — LqS,,, 5, B4) is
Be 4 ¢ Bgd @

non-increasing on (0, +-00) and for every o € R and every s, € Sm

By
ey a@n (€ Smism. @) de < m(o, By)-

This assumption implies the following theorem (up to a technical measurability condition) :

Theorem
Assume we observe (X;, Y;) with unknown conditional so. Let (Sm)me aq @ at most countable model collection.
2 : —xXm
Assume that there is a family (xm)me A of non-negative number such that € ST <Aoo (K)
meM
1 1
and, under assumption (H), let oy be the unique root of —ém(o, By) = W no. (Ho)
4 o
n n
~ ~
and let sy, be a p maximum likelihood minimizer in Sy, : E —In(sm(Y;|X;)) < inf E —In(sm(Yi|X:)) | +p
Sm€ESm
i=1 i=1

For any p € (0,1), any Bx > 0 and any C; > 1, there are two absolute constants rq and Cp such as soon as for every model m € M

pen(m) > k (na,zn + Bix,,,) with k > kg,
n
~ ~ ~ ~
the penalized likelihood estimate s~ with m defined by m = argmin E — In(sm(Y;1X;))+pen(m)
m

meM
i=1

~ en ¥
satisfies B [of,®"(so, &\)] <coinf (i KL®n(s,smy+ M) L o2
m SeM \smESm n n o on




Théoreme

@ Inégalité oracle

r
E [02%"(s0,35)] < 1 inf ( inf KL®n(50,5m)+Pen(m)) L GEL?
n

SEM \sm€ESm n n
dés que
pen(m) > k <na§, + xm) with £ > Ko,
ol no2, mesure la complexité du modele S,, (entropie) et x,, le coiit

de codage dans la collection.

@ Distances utilisées KL®" et Df)@" : distance de Kullback “tensorisée”
et relaxation.

@ no,, lié a I'entropie a crochet de S,,, mesurée par rapport a la
distance de Hellinger tensorisée d?°®n.



Kullback, Hellinger et extensions

Inégalité oracle en sélection de modéles de la forme

pen(m)> L&

n .

meM smESm n

E [d*(s0,35)] < c( inf inf KL(s0,5m) +

Densité : Hellinger d?(s,s’) (ou affinité) (Kolaczyk, Barron, Bigot).
Raff. avec %(s,s’) = 2KL(s, (s’ + 5)/2) (Massart, van de Geer).
Généralisation possible a 93(s,s’) = %KL(s,ps/ + (1 — p)s).

Prop. : Pour toutes mesures de proba sd et td\ et tout p € (0,1)

C,d3(s,t) < [

avec C, = — min(
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n
~
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Densités conditionnelles

@ Nécessité de s’adapter pour les densités conditionnelles :
o Distances sur la densité produit conditionnée au design (Kolaczyk, Bigot).
@ Principe de tensorisation et de passage a |'espérance sur le design :

Z KL (s(X;,"),s'(X:,"))

02— 02" and d2 d>®n.

KL — KL®"(s,s")

)

@ Approche similaire sauf pour Hellinger et la possibilité du passage a
I'espérance sur le design dans |'inégalité oracle.
@ Inégalité oracle de la forme
~ . pen m)
E {02&’ S0, S } < C inf inf KL®(sg,s
( 0 m) T meM \sm€Sm ( m

On retrouve exactement le théoréme classique si s(- ]X) =
Bon “scaling” de 95%"(s,05-) et KL®"(sp, sm) avec n.

1 N 2
Pb dans Bigot et al avec Hellinger ;dz(so,sa) < - !

Pas ce soucis avec Bhattacharyya-Renyi de Kolaczyk et Barron mais
pas de distance “intégrée”...



Pénalité et complexité

@ Pénalité liée a la complexité du modele et de la collection.
@ Complexité du modele Sy, (entropie) :
° H[,],d@)n(e7 Sm) entropie a crochet lié 4 la distance de Hellinger tensorisée
(4% = VaP5r =\ [E[1 S d2(s(X;.).5/(X;,))]).
o Hypothese (H) : pour tout modeéle Sp,, il existe une fonction croissante

¢m(0) telle que § — 1¢m(5) soit décroissante sur (0, +00) et telle que
pour tout ¢ € R et tout s5,, € S,

/OU \/H[.]A’d®n (6, Sm(sm’ o')) de < ¢m(0)7

oy . —_ . 1
o Complexité mesurée par no2, avec o, I'unique racine de ~¢,(a) = /no.
g

@ Complexité de la collection (codage) :

o complexité donnée par x,, satisfaisant Kraft Z e <Y < 40
meM
@ Contrainte (classique) sur la pénalité

pen(m) > K (na,zn + Xm> avec Kk > Ko.



Esquisse de preuve

@ Preuve tres proche de celle du théoreme 7.11 du livre « Concentration
Inequalities and Model Selection » de P. Massart.
@ Pour toute fonction g(x,y), on note P¥"(g) son processus empirique

Py (g Zg Xi, Yi)
et P®(g) I'espérance de ce processus

P (g) =E[Py"(g)] = [ ZgX,,Y,]

et v (g) = P¥n(g) — v$"(g) le processus recentré.
@ On note
® 5y, =argmin, .5 PP"(—logsy,) = argmin, s P” (f log Z—';)
® 5, = argming .5 P%" (— log SS—;”) = argming s KL®"(sp, 5m).
@ On pose



Majoration des log-vraisemblances

@ Soit m € M, pour tout m'’ tel que

/
N pen(m . pen(m
PEn(@m) + 2T < png,,) 4 ET)

on a

. pen(m’ _ pen(m
Py (&m) + ,(7) < Por(g,y) + 2

ou encore ,
~ N N pen(m
P (@) + (P (@) — P (@) + L)
< PO (&)
_ _ pen(m
b (PE(En) — P () + 2
@ Soit

PE (@m) — vy (m)

pen(m’)
n

- pen(m R
< Por(gy) + P i)



Inégalité oracle a déviation pres

@ L'inégalité précédente s’écrit
KL®”(50, gm’) - l/?"(?m)

pen(m)
pen(m’)

< KL®"(SO’§m) +
- Vr(?n(g-m’) -

@ On a fait apparaitre

I'erreur intégré de I'estimateur dans le modele m’ : KL®"(sp,5,)
un processus centré et simple : —v®n(g,.),

I'oracle KL®"(sp,5m) + %(m)

°
°
°
@ un « reste » aléatoire —v¥"(gpy)

o pen(m’)
n

@ Ne reste plus qu'a « controler les déviations » de —v@7(g,,) par
plus q ) n \8
6KL®"(50, §m’) + %nm)



Déviation et log-vraisemblance

@ On doit contrdler

1< so(YilXi) so( YilXi) )
= — In————~ —Eln ———*
n (” (Vi) S (YiX))

@ Premiere idée :
Z( )., 20Y1X))
= Sm Y |X) ,S\m/(Y,|X,)

< sup 1 <|n So(YilXi) —EI 50(Yi|Xi))
1

n
sm/ESm/ n Sm’(\/f|Xi) Sml(\/’.|Xi)

@ Beaucoup trop grossier...

@ Localisation pour mettre un peu de KL(sp, Spy).



Lemme d’épluchage

@ Soit S un ensemble dénombrable, u € Set a: S — R™ tel que
a(u) = infyes a(t). Soit Z un processus indexé par S et soit
B(o) = {t € S,a(t) < o}, supposons que pour tout o positif |a
variable aléatoire sup,cp(,) (Z(t) — Z(u)) a une espérance finie.
Alors, pour toute fonction v sur R™ tel que 1(x)/x soit décroissante
sur RT et

E [ sup (Z(t) — Z(u))| <¢(o), pourtouto > o, >0,

teB(o)

onaVx>o, E supw
tes x>+ a*(t)

] < 4x2P(x).

i — ®n (YilXi)
@ Applicable pour Sy, Z(t) = v® (In ti(,)/(Yf\Xf))’
U =Sny = argming cs , KL% (s0, spr) et a(t) = VKL (u,t)?




Déviation locale

@ Controle de

so( YilXi)
E| sup v®n (In )
Les(a) ! t(YilXi)

@ (In So(¥il X)) ) _E
T S (YilX)
avec B(c) = {sp € Spr, KL(s0, Sy ) < 02}

@ Outil de contrdle des déviations : Théoréme 6.8 du livre de P.
Massart...

® S,,ﬂ(Y;‘X,'))
sup v;" <In —
teB(o) t( Vil Xi)



Déviations et entropie

@ Théoréme : Soit F une famille dénombrable de fonctions a valeur réelles. Si ils existent
des nombres positifs o et b tels que pour tout f € F et tout entier k > 2

|
Por(|f) < X o2t

et que de plus pour tout nombre positif d il existe un ensemble B(d) de crochets
recouvrant F tel que pour tout crochet [g, gT] € B(J) et tout entier k > 2

- k! -
P®n(|g+ —g |k) < 3O_2bk 2

Soit (9 le cardinal de ce recouvrement Il existe un constante absolue # telle pour tout
€ € (0,1] et tout ensemble mesurable A A avec P[A] > 0, on a

<E+ (1 J:/%e)g 2In (]p{lA}> + %ln (ﬁ>

EA |:sup v (f)
fer

ol

k1 €o 2(b+o
E:z\ﬁ/o ,/H(u)Andqu%H(g)

avec k < 27.



Hypothese a vérifier

@ Hypotheése nécessaire (c.f. Bernstein) : Jo et b tels que pour tout
: k!
f € F et tout entier k > 2,  POn(|f|k) < Ec;2b"*2.

@ Pour f =1In< ’" ett € B(o) = {sm € Spr, KL(50, 5mr) < 0’2},
impossible a obten|r (caractére non bornée par exemple...).
@ Lemme de van de Geer : Pour toutes fonctions positives t, u et

tout entier k > 2
k) k! <9|\[ \f||>\2>2k 2

So+t
Plln(2t
(‘n<50+U> =2 8
o |1, (2F 151 Nkt (9d2®n(t, u) (2>k—2
n —In - - F - ' 7 —
p \so+iZu T2\ 8(l—p) ) \p

o[ (=gt 1) 4 (s0te) (24

@ lci

A
|

N x




Jensen-Shannon

@ Inégalité de base

SR

k _ E 9d2®"(t, U) (2>k—2
T2\ 8p(l—p) ) \p
@ Lien immédiat avec la distance de Jensen-Shannon tensorisée

0,7"(s0, 1) = l Z KL(so(-Xi), p(:[Xi) + (1 = p)so(: IX))]

i= 1

et I'entropie a crochet par rapport a la distance de Hellinger tensorisée

d2®n (so,t) = [ Zdz so(+] Xi), |X))1

@ Retour au début de la preuve...



Majoration des
« log-vraisemblances »

~ -~ 1— -~ -
@ On pose fm:—%lnwg—lni—fg:gm

@ Soit m € M, pour tout m'’ tel que

/ /
P () + PP < pigyy) 4 DT

@ Soit




Inégalité oracle a déviation pres

@ L'inégalité précédente s'écrit

03)®"(507 gm’) - V?n (gm)

< KL®"(s0,5m) + pen(m)
n

~ pen(m’

_ V;@n(fm/) _ ,(1 )

@ On a fait apparaitre
o l'erreur intégré de I'estimateur dans le modeéle m' : 92%" (s, 3pv)
@ un processus centré et simple : —v27(g,,),
o l'oracle KL®"(sy,5,) + %(m)
°

~ ’
7 . en(m
un « reste » aléatoire —v/®n (%, ) — 2enim)

n
@ On peut alors « contréler les déviations de » —v7(f,) par
60?)@”(50,:5\',"/) + &,(,m) dés que pen(m’) > k(no2, + xm)...



’, o ° ® :
Déviation de v, "(f)
On pose §,y = argmingesg |, d2®n(sp, Spy) €t fry = % In m
V5 () = (=05 (o) + V5" (o)) = 557 (Fov)

@ @ (fyy) facile & contrdler avec Bernstein :

~ 3 oo, I Xm+X  2Xm—+X
P{ — I/,(?n(fm) > 27 m d2®"(50,5m) n + ; n }

< e—Xm—X

qui implique, en utilisant la définition de s,

pl —?m < 3 Xm + X
T\ y2 4+ 4d?®n(sp,5m) 4v/p(1 — p)ELYm V. n

ng + x
p ny

< e—Xm—X .



Controle par un sup

@ On pose
W(s) = v (Lin(ps + (1= p)so) = L In(p5m + (1 = p)s0))-
@ W(sw) = v (fu) + vy (fmr)
@ Contrdle direct de sup; s  W(s) insuffisant.
@ Théoreme de contrdle de la déviation avec entropie a crochet : pour

tout A tel que P(A) >0
<6+ (n(57))

¢<'”(F’{1A}>)_2¢(#f n (P{lA})+4' (IP’{1A}>
E<

EA [ sup W(s)

Sm! GSm/ 7d®’7 (gm’ 7Sm/)SCT

avec

81 1 /
P —— H n u S5 (5, 0)) A ndu
P NG (3m- )
8, 3
I Cor)) \/,7(1*”) Hiy.aon (0 S (G, 7))



Déviation et épluchage

@ De ¢y (o) = /no on déduit
8L 8 3 b ()
NN p)) vn o

@ Le lemme d'épluchage donne alors Yy, > op,

fm—Ffm 45" oy 4Kl 1
[ " (y,%,, + 4d2®"(50, 5m’))] n Ym' \ﬁ)/m’ P{A}
+ 10 In < ! >
npyy  \P{A}/

@ En utilisant si VA, P(A) > 0, EA[Z] < ¢ (In (]P’{A})) alors
Vx > 0,P[Z > ¢(x)] < e, on obtient

o 4K o . 16 X,y
Pl yen . mz(;— m_ S K10m -l Xm +X+7Xm + X
Vi +4d%®n(sp,5py) Y nYmy p o NYmr

Vo > oy, E<<




Controle sur tous les modeéles

@ En combinant avec Bernstein, on obtient

—f K Oy Xmr +x 18 Xpy + x

PAve" | s e > S [T |

Yy + Kpd?@n (s, Sy ) Yo nys, ponys |
<2e—Xm/—X

@ Par une borne d'union et Kraft, on en déduit

—A/ /ﬁZ/U /
P{Vme M, v&n m — > L
{ ’ " <}/,37/ + K6d2®"(50a5m’) Ym'

/ 18 Xy
+,€,2 Xm —2|—x+7xm —2&—x <2y e
nym’ p n.ym’

@ La preuve se ﬁnit alors de maniére calculatoire en posant

=K 1\/o2, + Xm’+x et en utilisant
Y

C,d*®(s0, Spy ) < Df,®"(so,§m/)...



Retour vers les modeles de
mélanges spatiaux

@ Contréle de Hj gen (€, Sm(sm, @)) pour les modeles de mélanges
spatiaux (cf Maugis et Michel) :
o contréle d'un majorant de I'entropie : Hj 4o (€, Sm) Ol
d*P = V/d?swp = | /sup, d?(s(x, ), s'(x, -)),
o résultat valide pour toutes les classes de mélanges ([ L D AJK) et toutes
les partitions :

H[.],dsup (67 Sm) S dlm(Sm)(C —+ |n %)

avec C presque explicite (utilisation d'un lemme de Szarek sur I'entropie
de SO(n) sans constante explicite...).
o implication : ng? (om) < &’ In(n) dim(Sp).
@ Codage de la collection avec x, < &”|P| < £~ dlm(S )-
@ Condition sur la pénalité :

n

pen(m) > (H'In(n) + Kﬂ_ 1> dim(Sm).




Segmentation automatique

@ Résultat numérique :
Prise en compte du caractére spatial
Sans Avec

@ K =38, [LkDA]K et partition optimale.
@ Calibration de la pénalité par heuristique de pente...



Segmentation automatique

@ Résultat numérique :
Prise en compte du caractére spatial
Sans Avec

@ K =38, [LkDA]K et partition optimale.
@ Calibration de la pénalité par heuristique de pente...




Segmentation et classification




Le secret de Stradivarius _

@ Deux couches fines de vernis :
@ une premiére couche d'huile simple, similaire a celle des peintres, pénétrant
légerement le bois,
@ une seconde d'un mélange huile, résine de pin, pigments donnant cette
couleur rouge caractéristique.
@ Technique classique pour I'époque.
@ Le secret de Stradivarius n’est pas dans le vernis !
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